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基于增强多视图与对比学习的图卷积网络在高
光谱图像分类中的应用
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摘 要： 为应对图卷积网络在对比学习中依赖局部空间关系、难以有效挖掘高光谱图像全局监督信息的不足，提出

基于增强多视图与对比学习的图卷积网络 EMCL-GCN，并将其应用于高光谱图像分类。首先，运用超像素分割算法

构建超像素图结构；其次，设计自适应图增强方法，从局部空间和全局光谱两个维度进行特征增强；再次，设计多图协

同注意融合模块，结合空间—光谱先验知识实现特征融合；最后，通过分类器预测测试样本类别。在 Indian Pines 和

University of Pavia 标准高光谱数据集上的实验结果表明，EMCL-GCN 的分类精度分别比表现最佳的对照方法提升了

1.10%和0.94%，分类结果图亦比对照算法更逼近真实标签图。
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Enhanced Multiview and Contrast Learning-based Graph Convolutional 

Network for Hyperspectral Image Classification
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Abstract： In order to solve the problem that the graph convolution network relies on local spatial relations in contrast learning and is difficult 
to effectively mine the global supervision information of hyperspectral images， a graph convolution network EMCL-GCN based on enhanced 
multi view and contrast learning is proposed and applied to hyperspectral image classification. In this method， firstly， the super pixel segmen⁃
tation algorithm is used to construct the super pixel graph structure； Secondly， an adaptive image enhancement method is designed to enhance 
features from two dimensions of local space and global spectrum； Thirdly， a multi map collaborative attention fusion module is designed， 
which combines spatial spectral prior knowledge to achieve feature fusion； Finally， the classifier is used to predict the test sample category. 
The experimental results on Indian Pines and University of Pavia standard hyperspectral datasets show that the classification accuracy of EM⁃
CL-GCN is 1.10% and 0.94% higher than that of the best comparison method， respectively， and the classification result map is also closer to 
the real label map than that of the comparison algorithm.
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0 引言

高光谱图像（Hyperspectral Images， HSIs）拥有连续且

密集的光谱波段，能够捕获地物详细的光谱信息。对HSIs
进行分类，即为图像中的每个像素赋予一个特定类别标

签，该技术已广泛应用于精准农业、环境监测等领域［1］。
由于HSIs具有高维光谱波段和复杂的空间结构，对其进行

准确分类仍然具有一定挑战性，尤其是在训练样本有限的

情况下。

现有 HSIs 分类方法主要分为机器学习和深度学习两

大类。机器学习方法，如支持向量机（Support Vector Ma⁃
chine， SVM）和随机森林（Random Forest， RF），受限于高

维性和噪声，依赖预提取特征的判别性，分类精度有

限［2-3］。相比之下，深度学习方法，如卷积神经网络（Con⁃
volutional Neural Network， CNN）［4-5］、图卷积网络（Graph 
Convolutional Network， GCN）［6-7］和对比学习［8］等，通过自

动学习层次特征显著提升了分类性能，其中GCN能有效拟

合不规则空间结构，并建模标记与未标记数据的潜在关

系［9-10］。例如，Liu等［11］提出的快速动态 GCN 与 CNN 并行

网络（Fast Dynamic Graph Convolutional Network and CNN 
Parallel Network，FDGC）和 Gao 等［12］提出的多尺度随机形

状 CNN 与 GCN 融合网络（Multi-scale Random-shape Con⁃
volution and Adaptive Graph Convolution Fusion Network，
MRCAGCFN）以像素为节点构建图，但计算复杂度较高。

Yang 等［13］提出的全局局部 GCN（Global-to-local Graph 
Convolutional Network，GoLoG）和 Zhou 等［14］提出的注意多

跳 GCN 与多尺度 CNN 融合网络（Attention Multihop Graph 
and Multiscale Convolutional Fusion Network，AMGCFN）利

用超像素分割聚合同质像素，降低节点数。Zhang等［15］提
出的端到端多跳GCN网络（End-to-end Mixhop Superpixel-
based Graph Convolutional Network，EMS-GCN）通过可学习

的超像素分割自适应优化图结构。然而，这些方法多依赖

于预定义的算法来构建图结构，容易从局部区域纳入异质

邻居，从而导致邻域信息聚合不足。

对比学习通过构建和比较实例判别代理任务生成的

正负样本对来训练模型，能在不需要大量标记数据集的情

况下学习有用的特征表示。目前，用于HSIs分类的对比学

习方法大致可以分为两类：具有预训练和微调过程的两阶

段模型，以及端到端模型［16-17］。针对第一类，Hou 等［18］提
出的自监督对比学习（Self-supervised Contrastive Learning，
SSCL）采用典型的两阶段训练策略，使用大量未标记样本

进行预训练，然后使用少量标记样本对完成预训练的模型

进行微调。第二类的代表性方法包括基于对比学习的

GCN （Contrastive Graph Convolutional Network， Con⁃
GCN）［19］、基于无监督多视图的图对比特征学习（Unsuper⁃

vised Multiview Graph Contrastive Feature Learning，
UMGC）［20］、基于注意融合与对比学习的 GCN（Contrastive 
Multiview Subspace Clustering based on Graph Convolutional 
Networks，CMSCGC）［16］等。然而，上述方法仅利用 HSIs 中
的局部空间关系，忽略了全局关系的重要性；且未充分利

用多视图的互补信息，可能导致重要信息丢失。

为克服现有方法的局限性，本文提出一种基于增强多

视图与对比学习的图卷积网络（Enhanced Multiview and 
Contrast Learning based Graph Convolutional Network，EM⁃
CL-GCN）用于高光谱图像分类。首先，利用超像素分割算

法将高光谱图像划分为紧凑的超像素区域，构建以超像素

为节点的初始图；其次，设计局部和全局增强方法，分别生

成局部空间增强图和全局光谱增强图，通过对比学习最大

化视图间的一致性；最后，采用多图协同注意融合模块自

适应融合从多视图中提取的互补性信息，通过学习更具判

别性的特征表示来提升分类性能。

1 理论基础

为了在对比学习算法的特征学习过程中最大化正样

本之间的相似度，同时最小化负样本之间的语义一致性，

现有方法通常利用对比损失指导网络学习到更具判别性

的特征表示［19，21］。具体来说，分别计算两个视图的无监督

对比损失，然后组合得到总体的对比损失函数。两个视图

的对比损失公式为：
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式中：H l
i 和H g

i 分别表示从不同视图中学习的图节点

Ni的特征表示；· 表示内积。

通过对同一批次中所有样本的损失求和得到最终的

对比损失函数，表示为：

Lcont = ∑i = 1
N  (L lcont(Ni ) + Lgcont(Ni ) ) （3）

通过最小化对比损失 Lcont 可以提高模型提取判别性

特征的能力，并进一步改善后续的分类性能。

2 EMCL-GCN算法

EMCL-GCN 算法流程如图 1 所示，分为超像素图构

造、特征增强、对比学习和特征融合 4个部分。首先，利用

线性判别分析（Linear Discriminant Analysis，LDA）和简单

线性迭代聚类（Simple Linear Iterative Clustering，SLIC）算

法对 HSIs 数据进行预处理，构建以超像素为节点的图结

构；其次，进行局部和全局特征增强，并进行对比学习；最

后，融合从多视图中学习的特征，并通过 Softmax分类器预
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测类标签。

2.1　超像素图构造

对于原始 HSIs 数据 X ∈ RH × W × b，首先使用 LDA 算法

得到判别分量 If，该分量保留了 HSIs 最重要的特征；其次

使用 SLIC算法对 If 进行聚类，得到N个超像素块。计算公

式为：

Ci = arg min
Cj

 (dcolor( pi，cj ) + λ
S dspatial( pi，cj ) ) （4）

式 中 ：Ci 表 示 第 i 个 像 素 点 所 属 的 超 像 素 块 ；

dcolor ( pi，cj )表示像素点 pi 与超像素中心 cj 在颜色空间中的

距离；dspatial ( pi，cj )表示像素 pi 与超像素中心 cj 在空间位置

上的距离；λ为控制超像素分割尺度的参数；S为超像素块

的初始网格间距，由 S = H × W
N 得到。根据超像素分割

结果可以得到像素与超像素的关联矩阵 Q ∈ RHW × N，其中

N表示超像素节点数量。

HSIs 的像素特征 X 经过编码可以得到超像素特征

H ∈ RN × b。同样地，可以将超像素特征解码回像素特征，

计算公式为：

H = Encoder (X'；Q) = QT X' （5）
X͂ = Decoder (H；Q) = QH （6）

式中：X' ∈ RHW × b 为 X 改变形状后的特征。根据超像

素分割结果，首先构造一个二元邻接矩阵 A ∈ RN × N 来反

映初始超像素图结构，如果第 i个超像素与第 j个超像素相

邻，则Aij=1，否则为 0。其计算公式为：

Aij = ì
í
î

1，    if Ni and Nj are adjacent
0，    otherwise. （7）

然而，为所有相邻超像素对分配相同的边权重是不合

理的。因此，本文设计自适应增强算法，分别从局部空间

和全局光谱的角度更新超像素图结构。

2.2　多视图增强

为了同时学习 HSIs 的局部和全局上下文信息，EM⁃
CL-GCN 中首先采用局部空间增强和全局光谱增强方法

对初始超像素图结构进行增强；其次采用两层GCN从增强

图中提取超像素特征。

2.2.1　局部空间增强

为了得到更加准确的增强图，需要自适应地强调或削

弱初始超像素图结构中的某些边。本文通过超像素特征

的内嵌点积 A'来细化超像素的局部邻接关系。其计算公

式为：

A'ij = ì
í
î

Sigmoid ( (Wφ H ( )l
i ) (Wφ H ( )l

j ) )，    if Aij = 1
α，    otherwise

（8）
式中：Wφ H ( )l

i 和Wφ H ( )l
j 为两个具有共享权重的嵌入；A'ij

表示超像素 i 与超像素 j 之间学习到的边权；Sigmoid 函数

用于防止数值不稳定；α为一个较小的数值，如 10-5。
为避免过多的权重变化影响超像素的内在特征，加入

单位矩阵 I，对超像素邻接矩阵 A进行权重更新，得到局部

空间增强后的邻接矩阵。表示为：

Al = Sigmoid ( A ∘ A' + I ) （9）
式中：∘表示 Hadamard 乘积，用于逐元素乘积；Sigmoid

函数可以保证邻接矩阵 Al 中的所有元素值位于 [ 0，1]区
间。变换之后的图卷积操作可定义为：

H l = σ ( Al HW l ) （10）
式中：H l ∈ RN × C，表示从局部空间增强图中学习的超

像素特征；W l 表示权重矩阵；σ表示激活函数；C表示图卷

积提取的超像素特征维度。

2.2.2　全局光谱增强

为充分利用全局空间光谱信息，利用余弦相似度从全

局为每个超像素选取邻域，以构建全局图结构 Ag。计算目

标超像素Ni与其他所有超像素的相似度 Sij。公式为：

Sij = (Hi )T ⋅ Hj

‖Hi‖‖Hj‖ （11）
式中：Hi 和 Hj 分别表示第 l层超像素 Ni 和超像素 Nj 的

特征向量；‖·‖表示超像素特征的范数。

为每一个超像素的相似度矩阵 Si 保留最为相似的 k =
5个邻居，余下的相似度置为α（一个较小的数值，如 10-5）。

如此以来，可以得到全局图结构 Ag，并得到相应的图卷积

操作，表示为：

H g = σ ( Ag HW g ) （12）
式中：H g ∈ RN × C，表示从全局光谱增强图中学习的超

像素特征；W g表示权重矩阵。

2.3　特征融合

增强多视图中的图结构反映了超像素区域之间的空

间和光谱关系，这些关系是HSIs分类的重要先验知识。为

特征融合

构建超像素图结构

局部空间增强
+

图卷积层

全局光谱增强
+

图卷积层

对比学习

分类

 
Fig. 1　Flow of EMCL-GCN algorithm

图 1　EMCL-GCN算法流程
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充分利用这些先验知识，本文通过结合多视图的图结构来

生成协同注意权重 W ∈ RN × N，以捕获两种图结构的局部

一致性。表示为：

W = Sigmoid (Conv ( Al ∘ Ag ) ) （13）
式中：Conv(·) 为 1×1卷积运算。若两个超像素在两种

图结构中均为邻居，则二者相似性高。

基于提取的两组特征和协同注意权重生成融合权重，

自适应地选择两组特征的贡献，避免简单加权平均导致的

信息损失。计算公式为：

G = σ (W'[H l ∥ H g ] + b') （14）
式中：W' ∈ R2C × C，为可学习的参数矩阵；b'为偏置；∥

表示逐列连接。

充分利用图结构先验信息以及不同超像素结构的互

补信息可以更好地捕捉超像素局部和全局空间光谱特征，

提升模型的泛化能力。因此，多图协同注意融合模块可表

示为：

F = W ⋅ (G ∘ H l ) + (1 - W ) ⋅ ((1 - G ) ∘ H g ) （15）
综上所述，EMCL-GCN算法的伪代码为：

输入：高光谱图像数据 X，标签矩阵 Y，超像素分割尺度 λ，迭

代次数T
输出：测试数据的预测标签

1. 根据LDA和 SLIC算法得到关联矩阵Q和邻接矩阵A

2. 根据公式（4）得到超像素特征H
3. FOR i = 1 to T DO
4.         通过公式（9）和（11）得到两个增强图Al 和Ag

5.         通过公式（10）和（12）分别得到超像素特征H l 和H g

6.         通过公式（15）得到融合特征F
7.         通过公式（3）计算对比损失，反向传播更新网络参数

8. END

3 实验方法与结果分析

3.1　实验设置

所有实验均在使用 E5-2643V3 CPU，NVIDIA GeForce 
RTX 1080Ti GPU 和 64 G的平台上进行。为保证模型可以

充分学习并收敛至理想状态，学习率和最大迭代次数分别

设置为 0.01和 4 000。
3.2　数据集

采用以下两个数据集进行实验：①Indian Pines数据集

包含 16 个类别的 10 366 个样本，大小为 145×145 像素，在

去除信噪比低和水蒸气吸收干扰的波段后保留了 200 个

波段，光谱范围为 0.4∼2.5 µm，空间分辨率为 20 m；②Uni⁃
versity of Pavia 数据集包含 9个类别的 42 776个样本，大小

为 610×340像素，在去除干扰波段后剩余 103个波段，光谱

范围为 0.43 ∼ 0.86 µm ，空间分辨率为 1.3 m。

3.3　基线模型与评价指标

为验证 EMCL-GCN 在 HSIs 分类中的有效性和通用

性 ，将 其 与 5 种 最 新 方 法 进 行 比 较 ，分 别 为

MRCAGCFN［12］、GoLoG［13］、AMGCFN［14］、EMS-GCN［15］和
ConGCN［19］。 其 中 ，EMS-GCN 和 GoLoG 为 GCN 方 法 ，

MRCAGCFN 和 AMGCFN 为 CNN 与 GCN 的融合方法，Con⁃
GCN 为基于对比学习的 GCN 方法。实验主要验证以下内

容：①与 EMS-GCN 和 GoLoG 比较，EMCL-GCN 在局部和

全局特征提取上的优势；②与 MRCAGCFN 和 AMGCFN 比

较，EMCL-GCN 在自适应特征融合上的优越性；③与 Con⁃
GCN比较，EMCL-GCN在特征增强与融合上的提升。使用

总体准确率（Overall Accuracy，OA）、平均准确率（Average 
Accuracy，AA）和Kappa系数 3个指标对各方法的性能进行

评估。

3.4　参数敏感性分析

为分析超像素分割尺度 λ 对 EMCL-GCN 性能的影响

并确定其最优值，在 Indian Pines 和 University of Pavia 两个

数据集上分别测试 λ取 100、200、300、400和 500时的分类

性能。为确保与后续实验的可比性，两个数据集均按每类

随机选取 5 个标记样本进行训练，其余作为测试集，实验

结果如图 2 所示。可以看出，两个数据集均在 λ = 100 时

取得最高OA，这一现象与数据集特性密切相关。Universi⁃
ty of Pavia 数据集规模较小，像素区域内类别分布较为复

杂，当 λ增大时，超像素内部易混入异类像素，导致类别噪

声干扰后续图卷积操作，分类性能显著下降。而 Indian 
Pines 数据集的同类别像素多聚集成同质区域，当 λ 在

100~300范围内时，超像素内部异质性较低，分类性能保持

稳定；但当λ超过 300时，异质像素的引入会降低图结构质

量，进而导致分类性能下降。综上所述，在两个高光谱数

据集上，EMCL-GCN 算法均在 λ = 100 时取得较高的分类

精度，因此选取λ = 100来构造超像素图结构。
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Fig. 2　Parameter analysis on Indian Pines and University of Pavia da⁃
tasets

图 2　Indian Pines和University of Pavia参数分析
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3.5　实验结果分析

在 Indian Pines 和 University of Pavia 数据集上，按照每

类随机选取 5个样本作为训练集，其余作为测试集的方式

进行各算法的比较实验。结果见表 1和表 2。由于实验环

境的差异性和数据的随机性，结果与文献值存在合理波

动。在基于 GCN 的方法中，EMS-GCN 和 GoLoG 利用了

HSIs 的拓扑结构信息，但其依赖超像素分割算法构建图，

缺乏全局特征提取，导致分类性能受限。MRCAGCFN 和

AMGCFN 通过 CNN 和 GCN 分别提取像素和超像素特征，

并进行自适应增强，改善了分类效果，然而其融合阶段未

充分利用空间—光谱先验知识，分类性能提升不够显著。

相比之下，对比学习方法 ConGCN 采用半监督对比损失，

同时利用未标记数据和和标记数据中的监督信息，表现出

优异的分类性能，然而当类别样本分布不均衡时，ConGCN
对部分类别的分类能力有所不足。

整体来看，EMCL-GCN在两个数据集上的表现均超越

上述方法。具体而言，在 Indian Pines 数据集上，相较于表

现最佳的对照算法 ConGCN，EMCL-GCN 在 OA、AA 和 
Kappa 上分别提升了 1.10%、2.13% 和 2.54%，验证了其在

全局特征提取与特征融合上的优势。在University of Pavia
数据集上，相较于表现最佳的对照算法 AMGCFN，EMCL-
GCN 在 OA、AA 和 Kappa 上分别提升了 0.94%、1.54% 和

2.55%，凸显了利用先验信息实现自适应特征融合的优越

性。以上结果充分证明了 EMCL-GCN 在特征提取、增强

与融合方面的显著优势。

为直观展示定量实验结果，通过可视化分类图分析比

较不同方法在 Indian Pines 和 University of Pavia 数据集上

的表现，结果如图 3和图 4所示，图中附有真实标签图。在

基于 GCN 的方法中，EMS-GCN 和 GoLoG 受限于局部空间

关系，未能充分提取全局结构信息，导致分类图中存在较

多噪声。MRCAGCFN和AMGCFN 通过提取像素和超像素

特征改善分类图效果，与定量结果相符，但其类别边界仍

受超像素分割影响，自适应融合能力有限。对比学习方法

ConGCN 的可视化效果优于基于 GCN 的方法，符合表 1 和

表 2 的定量数据，凸显其特征学习能力。相比之下，EM⁃
CL-GCN 的分类图最接近真实标签图，具体表现为：相较

于EMS-GCN和GoLoG，其噪声显著减少，验证了局部和全

局特征提取的优势；相较于 MRCAGCFN 和 AMGCFN，其边

界划分更精确，体现了特征增强和自适应特征融合的优越

性；相较于 ConGCN，其误分类频率和面积显著降低，证明

了特征增强与融合对分类效果的提升作用。以上结果进

一步证实了 EMCL-GCN 在提取全局信息和提升分类性能

方面的有效性与优越性。

为验证 EMCL-GCN 在不同训练样本设置下的分类性

能，在两个数据集上使用不同数量的标记样本进行比较实

验。每个数据集的标记样本数量分别选取 5、10、15、20、25
和 30 时，各算法的分类精度如图 5 所示。可以看出，在较

多的训练样本下，所有方法均表现良好，特别是在每类 30
个样本的设置下，所有方法均取得最高的分类精度。随着

用于训练的标记样本数量的减少，所有方法的性能均出现

不同程度的下降，但 EMCL-GCN 始终能取得优于其他方

法的分类效果，证实了其在不同标记样本条件下的鲁

棒性。

Table 2　Comparison of classification accuracy of different algorithms 
on University of Pavia dataset

表 2　不同算法在University of Pavia数据集上的分类结果比较

类别

1
2
3
4
5
6
7
8
9

OA/%
AA/%

Kappa/%

样本设置

训练

5
5
5
5
5
5
5
5
5

测试

6 626
18 644
2 094
3 059
1 240
5 024
1 325
3 677
942

分类方法

EMS-
GCN
80.47
83.03
93.26
93.58
99.27
88.76
99.67
91.22
96.07
86.58
91.73
82.85

GoLoG
98.59
92.71
90.45
84.50
91.87
91.42

100.00
88.84
92.87
88.88
91.70
86.73

AMGCFN
81.60
76.65
92.20
91.99
97.98
96.78
98.11
94.77
94.05
88.93
92.02
85.65

MRCAGCFN
90.47
76.17
99.05
94.57

100.00
93.68

100.00
99.14
98.36
86.82
94.60
83.26

ConGCN
67.92
95.64
98.80
96.27

100.00
100.00
99.92
85.64
80.27
88.52
92.24
87.48

EMCL-
GCN
96.84
85.12
94.73
81.35
98.61
89.87

100.00
92.11
93.17
89.87
93.74
88.20Table 1　Comparison of classification accuracy of different algorithms 

on Indian Pines dataset
表 1　不同算法在 Indian Pines数据集上的分类结果比较

类别

1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16

OA/%
AA/%
Kap⁃
pa/%

样本设置

训练

5
5
5
5
5
5
5
5
5
5
5
5
5
5
5
5

测试

41
1 423
825
232
478
725
23

473
15

967
2 450
588
200

1 260
381
88

分类方法

EMS-
GCN
95.12
66.14
72.57
77.15
79.75
76.86
96.73
96.40

100.00
64.65
81.50
67.43
99.50
76.11
94.09
96.59
76.78
83.78
73.81

GoLoG

100.00
72.95
83.73
64.01
79.97
92.03
90.00

100.00
100.00
76.83
58.84
98.31
98.22
97.01
98.09

100.00
79.83
88.12
77.39

AMGCFN

100.00
61.14
85.67
83.84
65.40
93.97

100.00
99.14

100.00
77.87
64.58
63.12
99.74
99.79
99.73
99.70
78.11
87.12
75.38

MRCAG
CFN
95.83
59.67
71.58
97.79
84.24
93.81

100.00
100.00
92.50
85.83
65.77
85.07

100.00
70.63
76.59
96.68
75.71
86.00
72.84

ConGCN

90.24
91.81
93.19

100.00
95.74
97.83
86.94

100.00
100.00
83.14
88.45
78.57

100.00
98.40
98.47

100.00
91.06
93.03
89.98

EMCL-
GCN

100.00
90.88
89.23
96.30
95.67
98.47
87.37

100.00
100.00
89.28
91.12
89.05

100.00
99.65
99.33

100.00
92.16
95.16
92.52
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4 结语

针对HSIs分类问题，本文提出一种基于增强多视图与

对比学习的图卷积网络EMCL-GCN。首先，通过自适应特

征增强策略构建局部增强图和全局增强图，以提升局部和

全局特征的提取能力，并利用对比学习挖掘多视图间的一

致性与互补性信息；其次，结合不同视图对分类任务的贡

献差异，设计了多图联合注意融合模块，同时融入空间—

光谱先验知识，对两个分支的特征进行有效融合，并通过

对比损失优化网络参数。实验结果表明，EMCL-GCN在特

征提取、增强与融合方面表现出色，分类精度显著优于对

照方法。然而，该方法仍存在一定局限性，如未充分利用

样本的局部光谱信息。后续研究将引入像素级特征，或结

合CNN捕获局部光谱信息，以进一步提升模型性能。
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